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Резюме: Информацията в бизнес орга-
низацията постоянно расте под формата 
на структурирани и неструктурирани дан-
ни. До 2018 г. повече от половината от 
големите организации в световен мащаб 
ще се конкурират, използвайки интели-
гентни аналитични средства за анализ на 
всякакви видове данни с цел извличане на 
ново знание. Една от тенденциите, които 
влияят върху бързото развитие на този 
пазар, е усъвършенстването на бизнес 
аналитичността чрез обогатяване с нови 
методи и алгоритми, способни да извличат 
и обработват данни от нови източници, 
предоставящи неструктурираните данни, 
резултат от взаимодействието с клиен-
тите (Gartner Inc, 2016). Такива източници 
могат да бъдат социалните онлайн медии и 
потребителски сайтове, където потреби-
тели на стоки и услуги изразяват своето 
мнение. Използването на методи за анализ 
на мненията на потребителите позволява 
на бизнес организациите да се запознаят с 
мнението на своите клиенти чрез иденти-
фициране на положителни или отрицателни 
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мнения за техните продукти или услуги в 
интернет. Извличането на знания от ко-
ментари на потребители изисква структу-
риране на данните, след което с помощта 
на методи и средства на извличане на за-
кономерности от данни и текст, данните 
се анализират. Получените резултати се 
визуализират с подходящи средства за биз-
нес интелигентност, за да допринесат за 
получаването на нови знания в процеса на 
подпомагане вземането на управленски ре-
шения.

Настоящата статия представя основ-
ни понятия, методологии и средства, свър-
зани с изследването, и предлага методоло-
гия за извличане на знания от неструкту-
рирани данни чрез анализ на мнението на 
потребители.

Ключови думи: извличане на знания от 
данни и текст, анализ на мнение на потре-
бители, бизнес интелигентност.

JEL: C63.

1. Увод

В динамично развиващата се бизнес 
среда правилното и навременното 

използване на информацията, получена в 
организацията и от нейните взаимоотно-
шения, днес дава важно конкурентно пре-
димство. Организациите повече от всяко-
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га се нуждаят от събиране и обработване 
на необходимите данни, за да разбират 
по-добре случващите се процеси и вземат 
аргументирани решения. Стремейки се да 
отговорят на жестоката конкуренция, те 
непрекъснато се фокусират върху възмож-
ностите за постигане на по-висока удо-
влетвореност на клиентите чрез подобря-
ване и разширяване на своите продуктови 
предложения и повишаване на качеството 
на услугите. С цел установяване на кли-
ентските предпочитания и получаване на 
опит от предоставянето на продукти и 
услуги, бизнесът обикновено организира 
специални маркетингови проучвания за 
изучаване на мнението на клиентите. Ре-
зултатите от тях се обработват чрез 
различни методи за анализ. Този подход на 
събиране на мнението и нуждите на клиен-
тите е доказано скъп, отнема значително 
време, включва участие на специализира-
ни консултантски фирми за организиране 
и провеждане на проучвания и допълни-
телно, едни от големите недостатъци 
са, че обхваща ограничена извадка от по-
требители, а резултатите са валидни за 
твърде кратък период от време, тъй като 
мнението на потребителите се променя 
бързо.

Бурното развиване на интернет тех-
нологиите и масираното използване на со-
циалните онлайн медии предостави сред-
ства на потребителите на стоки и ус-
луги да споделят без ограничения своите 
преживявания и опит от използването им 
в интернет пространството чрез публи-
куването на коментари, мнения, статии, 
оценки. Търсейки възможности как да по-
добри предлаганите продукти или услуги, 
как да разбира по-добре поведението на 
клиентите, както и да взема информирани 
управленски решения, бизнесът трябва да 
започне да използва съдържащата се цен-
на информация в публикуваните комента-
ри. Постоянно нарастващото съдържание 

в различните коментари на потребители-
те в интернет прави невъзможно тяхното 
ръчно обработване. Успешното използване 
на информацията, съдържаща се в мнение-
то на потребителите, може да се постиг-
не чрез извличане, обработка и анализ на 
големи обеми от неструктурирани данни, 
получени от различни публикации в интер-
нет. Тези данни нямат определена струк-
тура или модел и затова не могат да бъ-
дат директно обработени и разбрани. Те 
първо трябва да преминат през процеси на 
структуриране и извличане на полезна ин-
формация, след това да бъдат анализирани 
с помощта на методи и средства на из-
вличане на закономерности от данни (Data 
Mining), в последствие получените резул-
тати да бъдат визуализирани с подходящи 
средства за бизнес интелигентност и чак 
тогава биха допринесли за получаването 
на нови знания за подпомагане вземането 
на управленски решения.

Настоящата статия има за цел да 
представи теоретичен преглед на свър-
заните с изследването основни понятия, 
методологии и средства и да предложи 
методология за извличане на знания от 
неструктурирани данни чрез анализ на 
мнението на потребители, съчетавай-
ки съществуващи методи и средства за 
извличане на знания от текстово съдър-
жание, извличане на закономерности от 
данни, машинно обучение и обработка на 
естествен език.

2. Извличане на знания  
от неструктурирани  
текстови данни

Извличането на знания и закономернос-
ти от данни (Data Mining) представлява 
процес на откриване на връзки, зависи-
мости, повтарящи се модели, тенденции 
и аномалии в големи масиви от структу-
рирани данни, съхранявани в складове чрез 
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използване на алгоритми от областта на 
машинното обучение, разпознаването на 
образи, статистиката и визуализацията 
на данни. Целта е да се разкрие скрита 
предварително неизвестна информация, 
полезна за бизнес потребителя от данни, 
които са нормализирани и съхранени в оп-
ределена структура и логика. Освен от 
структурирани данни, ново знание може да 
се извлече и от неструктурирани данни, 
които все повече нарастват в информа-
ционната база на бизнес организацията. 
Неструктурираните и полуструктурира-
ните данни са обект на анализ от проце-
си на извличане на знания от текст (Text 
Mining) под формата на документи, съдър-
жащи текст или големи колекции от доку-
менти, наречени текстови корпус. Доку-
менти, които нямат типографски елемен-
ти като препинателни знаци, големи букви 
и маркери в текста, които да спомагат 
идентифицирането на важни в докумен-
та компоненти (параграфи, таблици и др.) 
често се обозначават като документи в 
свободен формат или неструктурирани. 
Документи, които имат такива елементи 
като съобщения от електронната поща, 
pdf или word документи, се приемат за по-
луструктурирани.

Извличането на знания от текст об-
хваща методи и средства за структури-
ране на текстова информация, извличане 
на модели от структурирани текстови 
данни, оценка на моделите, интерпрета-
ция и визуализация на получените резул-
тати. Процесът на обработка и извличане 
на знание от текстово съдържание обхва-
ща три етапа. Първият етап е събиране 
и организиране на текстови документи 
със специфична област на приложение и 
използване, в резултат на което се гене-
рира корпус или колекция от документи, 
която ще се обработва. Тези документи 
съдържат текст, който не може да се об-
работи от алгоритмите на извличане на 

знания от данни и трябва да премине про-
цес на предварителна обработка. Втори-
ят етап обхваща техники за обработване 
на текстовото съдържание в корпуса с 
цел структурирането му в подходящ вид 
за анализ от алгоритмите за извличане 
на знания от данни. Третият етап е из-
вличане на полезно знание от текстовото 
съдържание чрез използване на алгоритми 
за класификация, клъстеризация, асоциа-
ция и др.

Структурирането на текстовото съ-
държание в данни чрез идентифициране и 
извличане на отличителни елементи от 
текста, представящи съдържанието и 
подходящи за използване от алгоритмите 
на извличане на знания, е съществена осо-
беност в текстообработката, която от-
личава системите за извличане на знание 
от текст от системите на извличане на 
закономерности от структурирани данни. 
Съвкупността от отличителни елементи 
на текста оформя представителен модел 
на документа. Разработването на ефекти-
вен представителен модел на документа 
е важен етап в структурирането на те-
кста, изискващ прилагане на методи от 
други компютърни дисциплини, обработ-
ващи текстово съдържание на естествен 
език. Постигане на правилното съотно-
шение между обем и семантично ниво на 
елементите в модела, които най-точно 
да представят текстовото съдържание в 
съчетание с идентифициране на тези еле-
менти, които ще бъдат подходящи като 
най-ефективни за разкриване на нови моде-
ли и тенденции, е предизвикателство при 
проектирането на системи, обработващи 
текстово съдържание. 

Архитектурата на системите за извли-
чане на знания от текст на функционално 
ниво (фигура 1) обхваща следните задачи: 
(1) Подготовка на текста; (2) Анализ на 
текста; (3) Визуализация на резултатите 
и (4) Оптимизация.
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Подготовка на данните 

Документи

Извличане на 
текста

Обработване на 
текста

Категоризация/
Извличане на 
думи/термини

Текстови корпус

Обработени 
документи

(категоризирани, 
етикирани с ключови 

думи)

Анализ на текста

Клъстерен анализ;
Методи на предсказване -
Класификация и регресия;
Асоциативен анализ и др.

Анализ на 
тенденции;

Разпознаване на 
модели, структури  

Външно (специфично за 
определена област) знание

Оптимизация

Визуализация
Хранилище 
за знания

Синтактичен анализ

Източници на 
специфично знание

(Онтологии, лексикони, 
таксономии)

Филтриране/
Сортиране

Справки/
Търсене

Средства за 
визуализац

ия

Графичен 
потребителск
и интерфейс

Графично/таб
лично 

представяне

Фигура 1. Архитектура на система за извличане на знания от текст  
(адаптирана от Feldman R., Sanger J. Р 2007)

Подготовката на текста обхваща из-
вличане на документи от източници и при-
лагане на методи за обработване на тек-
стовото съдържание. Извлечените доку-
менти оформят корпус (колекция) от доку-
менти. След това се прилагат методи за 
обработване на текстовото съдържание в 
корпуса с цел структуриране в подходящ 
вид за прилагане на алгоритми за извлича-
не на знания от данни. Сърцето на всяка 
система за извличане на знание от текст 
е аналитичната част, в която може да се 
използват различни методи като анализ 
на тенденции, разпознаване на модели в 
данни и други методи, най-вече, използва-
ни в извличането на закономерности от 
данни. Анализът на тенденциите използ-
ва датиране на документите в корпуса, 
така че да могат да се правят различни 
сравнения между подмножества в корпуса, 
отнасящи се до определен времеви пери-
од. Методите за анализ на модели целят 
да открият наличие на връзки между по-
нятия в корпуса от документи. Методите 
за извличане на закономерности от данни, 
които се използват и при извличане на зна-
ния от текст, са: клъстерен анализ, кой-

то най-често се използва за създаване на 
таксономии от понятия в дадена област; 
класификация като метод за предсказване 
на стойности на променлива на базата на 
известни стойности на останалите (не-
зависими) променливи; асоциативен ана-
лиз – за откриване на интересни връзки 
между променливи в големи бази данни. 
Подготовката на текста и анализът са 
най-критичните задачи за проектиране и 
изпълнение, без които системата за из-
вличане на знание от текст не може да 
съществува. 

Някои системи за извличане на знание 
от текст обработват и анализират доку-
менти, които принадлежат към определена 
област/домейн като например биология, 
финансови услуги, международно право и 
други. Тези области включват специфично 
знание, характерно само за конкретната 
област, организирано под формата на он-
тологии, речници с понятия или таксоно-
мии. Това знание се използва в процесите 
на подготовка на текста, анализ и извли-
чане на знание от текста и визуализация 
на резултатите в системата, като чес-
то се съхранява в Хранилище за знания 
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(Knowledge Base) и е достъпно за различни 
елементи от системата. Визуализация-
та цели да представи на потребителите 
на системата за извличане на знания от 
текст резултатите във вид, подходящ за 
решаването на различни проблеми, където 
навременното и правилно им представяне 
и обобщаване подпомага процесите на взе-
мане на правилни и бързи решения. 

Източниците, от които се извличат 
знания от текстово съдържание, са раз-
нообразни. От гледна точка на бизнес ор-
ганизацията могат да се разделят на въ-
трешни и външни. Вътрешните източници 
съдържат информация, която се създава в 
резултат на дейността на организацията 
(доклади, отчети, имейли и др.), а външни-
те източници се създават извън нея, но 
съдържат важна и значима информация 
за дейността є (социални медии, мобилни 
данни, текстови съобщения, информация 
за местоположение, съдържание на уеб 
сайт, форуми, блогове, коментари на по-
требители, сайтове и други инструменти 
и технологии за публикуване на съдържа-
ние в интернет). Коментарите на потре-
бители, публикувани в интернет, в които 
те споделят своя опит от използването 
на стоки и услуги, са в неструктуриран вид 
от външен източник с текстово съдържа-
ние. Извличане на полезно знание за орга-
низацията от коментара може да стане 
чрез прилагането на анализа на мнението 
на потребителите.

3. Извличане и анализ  
на мнения от потребителски 
коментари

В англоезичната научна литература 
понятията „sentiment analysis“ и „opinion 
mining“ най-често се използват като си-
ноними. За първи път и двете понятия се 
срещат през 2003 г., но за начало на науч-
ните изследвания в тази област се смя-
тат 2000 г. и 2001 г. като изследването 

на отделни задачи, влизащи в обхвата на 
понятието, е предмет на научна дейност 
и преди 2000 г. В днешно време, изследо-
вателската дейност в тази научна об-
ласт се развива с бързи темпове. Основни 
причини за това са бързото развитие на 
методите, прилагани в машинното обуче-
ние (Machine Learning), в обработването 
на естествения език (Natural Language 
Processing) и в извличането на информация 
(Information Retrieval); нарастването на да-
нните в интернет, които се използват за 
изграждане и тестване на модели, като 
резултат от бурното развитие на социал-
ните мрежи, блогове, сайтове за комента-
ри на стоки и услуги и др. и не на последно 
място – реализирането и комерсиализаци-
ята на интелигентни приложения за ана-
лиз на мнението на потребители.

Понятието се дефинира както от уче-
ните, работещи в областта, така и от 
разработчиците на софтуерни решения 
за анализ на мнението на потребителите. 
Например W. Кurtz (2013) дава дефиниция на 
sentiment analysis: прилагане на обработка 
на естествения език, компютърна лингвис-
тика и анализиране на текст с цел иден-
тифициране и извличане на субективна ин-
формация от източници. Kumar и Sebastian 
(2012) приемат sentiment analysis като „ав-
томатизиран анализ на субективността, 
подобен на извличане на мнение, който се 
фокусира върху извличане и класифициране 
на текстове с машинен език и компютърно 
програмиране“. За Attensity (2014), достав-
чик на решения в областта на sentiment 
analysis, това е „процес на определяне на 
тона или отношението в един коментар“, 
като акцентира върху бизнес значението 
му: за всеки анализатор на социалните ме-
дии, потребителските мнения, емоции, на-
гласи и желания водят до реално приложи-
ми прозрения, които могат директно да се 
реализират в нови продукти, в маркетинг 
стратегии или в търговията и отношения-
та с клиентите. 
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Общото при всички определения е, че 
sentiment analysis прилага средствата за 
обработка на текст и естествен език с 
цел идентифициране и извличане на субек-
тивна информация от текстови материа-
ли. Основна задача на анализа е да класифи-
цира даден текст или елемент от текста 
като положителен, отрицателен или неу-
трален в зависимост от изразеното чув-
ство от страна на субекта към обекта. 

В българската литература трудно се 
намира превод на двете понятия. Разграни-
чение между тях може да се направи с оглед 
дефинициите на чувство (sentiment) и мне-
ние (opinion). Според тълковен онлайн реч-
ник чувство е „психическо състояние, пре-
дизвикано от външни въздействия; душевно 
преживяване, емоция“, а мнение e „възглед, 
схващане, отношение по някакъв въпрос, 
преценка, оценка“. В този смисъл sentiment 
analysis може се преведе като анализ на 
чувства, а opinion mining – като извличане 
на мнения. Извличането на мнения може 
да се приеме като по-обширното понятие, 
което включва анализа на чувства и може 
да се преведе като извличане и анализ на 
мнения, с които се изразяват или предпо-
лагат позитивни или негативни чувства. В 
настоящата статия се използва анализ на 
мнения на потребители. 

4. Същност на процеса,  
видове методи  
и средства за анализ  
на мнения на потребители 

Основната задача в процеса на извлича-
не и анализ на мнения може да се дефинира 
по следния начин: 

В едно множество D от текстови доку-
менти, които съдържат мнения или чувства 
на потребители за обекти, да се извлекат 
всички атрибути и компоненти на обекта 
във всеки документ d ∈ D и да се определи 
дали коментарите са позитивни, негативни 
или неутрални. 

Обект на мнението може да бъде про-
дукт, услуга, човек, събитие, организация 
или тема. Всеки обект има характерис-
тики, наречени атрибути или компоненти, 
които се коментират и за които се изразя-
ва мнение. Полярността на мнението (емо-
ционалният заряд) e ориентацията, която 
показва дали мнението е положително, от-
рицателно или неутрално. Повечето научни 
разработки са фокусирани върху бинарната 
класификация на позитивен и негативен 
клас. Автор на мнението е човекът, кой-
то е изразил своите чувства в коментара. 
Извличането на обектите на мнението и 
класифицирането на мнението чрез опреде-
ляне на полярността на изразеното мнение 
са едни от основните задачи в анализа на 
мнения.

Процесът на извличане и анализ на мне-
ния като част от обхвата на извличане на 
знания от текстово съдържание в най-общ 
вид обхваща три етапа: 
1. Предварителна обработка на текста 
2. Класификация на текста и 
3. Обобщаване и представяне на резулта-

тите. 
Коментарите, които потребителите 

публикуват в интернет, са в текстови 
вид и не могат директно да се обработ-
ват с техниките и методите за извлича-
не на закономерности от данни. Преди да 
се приложат тези методи, е необходимо 
текстовият документ да се подготви чрез 
обработване на синтактичната и семан-
тичната структура на текстовите доку-
менти и представяне на документа като 
съвкупност от думи. В предварителната 
обработка на текста се използват различ-
ни техники от извличането на знания от 
текст (TM) и от лингвистична обработка 
на текста (NLP) с цел да се обогати налич-
ната информация за думите, като изборът 
им зависи от конкретната задача и поста-
вената цел. Краткото описание на тези 
техники е представено на фигура 2.



19

Икономическо развитие

Техника от TM Описание

Разделяне на текста на графични 
думи и пунктуационни знаци 
(Tokenisation)

Разделяне на текста на съставните му думи  
и пунктуационни знаци.

Лематизация (Lemmatisation) Групиране на различните форми на една дума в лема.

Стоп думи или „шумови“ думи 
(Stopwords) 

Премахване на думи, които не носят важно значение  
(цифри, знаци, местоимения, предлози и др.)

Стеминг (Stemming) Съкращаване на думата до нейния корен, което намалява 
размера на речника от думи в документа и подобрява  
резултатите, особено при по-малки множества от данни.

Филтриране на думи 
(Filtering Tokens)

Филтриране на думите по различни критерии  
(напр. дължина на думата).

Трансформиране на думи 
(Transforming Tokens)

Трансформиране на думите (напр. превръщане на главните 
букви в малки).

Техника от NLP Описание

Автоматичен морфологичен анализ 
(Part-of-Speech Tagging)

Маркиране на частите на речта в изречението –  
съществителни, глаголи, наречия, съюзи и т.н.

Автоматичен синтактичен анализ 
(Parsing)

Генерира дърво на връзките между думите в изречението, 
синтактично дърво.

Частичен автоматичен  
синтактичен анализ (Text Chunking)

Разделяне на текста на синтактично свързани думи.  
Предшества генерирането на синтактичното дърво.

Многозначност 
(Word Sense Disambiguation)

Техники за отстраняване на многозначността на думите  
или фразите.

Фигура 2. Техники за предварителна обработка на текста

Класификация на текста може да се из-
върши на три нива: класификация на целия 
документ, на ниво изречение, като опре-
дели полярността на всяко изречение и на 
ниво конкретен аспект (характеристика) 
на обекта.

Съществуват различни предизвика-
телства и трудности, които оказват 
влияние върху процеса на класификация на 
коментарите. На първо място, съществу-
ват два типа мнения: обикновени мнения 
и сравнителни мнения. Обикновените мне-
ния изразяват чувства по отношение на 
определен един обект. За разлика от тях, 
сравнителните мнения изразяват чувства 
по отношение на няколко обекта, като ги 
сравняват. Как да се идентифицират таки-
ва изречения е основна трудност в анализа 
на мнението в сравнителни изречения. Ана-
лизът на сравнителните мнения не е изу-
чаван задълбочено в научната литература. 

Друг проблем е съставяне на речници, 
които се използват в класификацията на 
мнения. Най-важните индикатори на чув-
ства са думите и фразите, изразяващи 
позитивни или негативни заряди (например 
прилагателни, наречия и т.н). Съвкупност-
та от тези думи и фрази оформят речник 
или лексикон, който се използва в анализа 
на мнения. Съставянето на речниците има 
своите предизвикателства: 
 • в различните области на използване 

една дума може да носи различен заряд; 
 • изречение, в което има дума, изразяваща 

чувство, да не изразява мнение; 
 • саркастични изречения и изречения, кои-

то не съдържат дума, изразяваща мне-
ние, но изразяват мнение. 
От една страна, предизвикателство 

пред учените в тази област е да проекти-
рат алгоритми, които да компилират та-
кива лексикони, от друга страна, тези реч-
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ници от думи са зависими от предметната 
област, в която се прилагат. 

Други научни предизвикателства, които 
съществуват пред анализа на мнения и са 
свързани с обработката на естествения 
език, са прилагане на процесите на намиране 
на всички изрази, които се отнасят до един и 
същ обект в текста (co-reference resolution); 
справяне с думите в изречението, които 
променят заряда (negation); и многозначност 
на думите (word sense disambiguation).

В процеса на класификация на мнението 
се използват различни подходи, които могат 
да се разделят на машинно обучение (МО), 
подход, базиран на лексикон/речник и хибрид-
ни подходи. МО обхваща машинно обучение с 
учител (supervised machine learning) и машин-
но обучение без учител (unsupervised machine 

learning). МО с учител използва две множе-
ства от данни – обучителни данни и тесто-
ви данни. Обучителните данни включват 
входни данни и очаквани резултати и служат 
за „учител“ по отношение на тестовите 
данни. Алгоритъмът на МО изгражда модел 
за предсказване на нови данни, използвайки 
обучаващите данни и тествайки модела 
върху тестовите данни. При МО без учител 
алгоритъмът трябва да открие моделите и 
структурите в данните, без да разполага с 
обучително множество. Някои от методите, 
които най-често се използват в машинното 
обучение с учител за извличане на ключови 
думи и фрази (атрибути), където съставя-
нето на множество от ефективни атрибу-
ти оказва влияние върху класификацията на 
мнения, са представени на фигура 3.

Техники за избор  
на атрибути

Описание

Двоично представяне  
на термините в текста 
(Binary Presence)

Наличие на термин (дума или фраза), с двоично представена стойност на 
атрибутите, в който записите показват дали един термин се появява  
(заема стойност 1) или не (заема стойност 0)

Абсолютна  
честота на термин 
(Term Occurrences)

Колко пъти терминът се появява в съответния документ nw като 
абсолютна стойност.

Относителна  
честота на термин 
(Term Frequency, TF)

Относителна честота на термин в документ като отношение между 
колко пъти думата се появява в съответния документ nw  
(където w е думата) и общия брой на думите в документа, n: 

TF=

TF–IDF претегляне 
(Term Frequency–Inverse 
Document Frequency,  
TF–IDF)

Техника за калкулиране на теглото на думите или фразите в текста. 

TF–IDF=
  * ,

където N е общият брой на документите, а Nw е броят  
на документите, които съдържат думата w. 

Автоматичен  
морфологичен анализ 
(Part-of-Speech Tagging)

Прилагането на автоматичен морфологичен анализ обикновено е свързано  
с наблюдението, че най-често характеристиките на продуктите  
и услугите се изразяват със съществителни думи и фрази,  
а прилагателните и наречията са носители на емоционален заряд  
и като такива участват в определянето на полярността. Използвайки 
тази техника, всяка дума в текста се идентифицира като част на 
речта и се извличат само съществителни (в анализа на ниво аспект) 
и/или прилагателни и наречия, в зависимост от поставената задача.

Фигура 3. Методи за извличане на ключови думи
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Под понятието Term (термин) се раз-
бира една дума или фраза, състояща се от 
няколко думи, които са извлечени директно 
от текстовия корпус в определена пред-
метна област чрез средства и методи на 
обработване на естествения език. TF-IDF 
стойностите се използват за създаване 
на векторно представяне на документите. 
Всеки компонент на вектора съответства 
на TF-IDF стойността на определена дума 
в корпуса. Термини, които не се срещат в 
даден документ, приемат стойност нула. 
Този вид представяне на текста се нарича 
векторен пространствен модел, който се 
използва в процеса на извличане на инфор-
мация и класификацията. Всяко измерение 
на пространството съответства на тер-
мин от речника на текстовия корпус.

В прилагането на МО с учител се използ-
ват различни видове класификатори: дърво 
на решенията, невронни мрежи, метод на 
поддържащи вектори, класификатори, ба-
зирани на правила, Наивен Бейсов класифи-
катор и максимална ентропия. В научната 
литература методът на поддържащи век-
тори, Наивният Бейсов класификатор и мак-
сималната ентропия са най-използвани и 
сравнявани методи за класификация. Според 
проучване на литературата в областта 
на анализа на мнения, направено от Tang, 
Tan, Cheng, 2009, методът на поддържащи 
вектори и Наивният Бейсов класификатор 
са най-добрите модели за класификация на 
ниво документ в един домейн. Дървото на 
решенията се използва в твърде малко на-
учни разработки, основно за класификация 
на филмови и продуктови коментари.

При други подходи се използват лексико-
ни/речници от негативни и позитивни думи 
в процеса на класификация. Процесът на съ-
биране на думи, които оформят речника за-
почва с ръчно събиране на малък набор от 
думи, съдържащи положителен и отрицате-
лен заряд, който се увеличава чрез търсене 
на техните синоними и антоними в големи 
речници като WordNet®. Основен недоста-

тък на този подход е невъзможността да 
се намерят думи, характерни за определен 
домейн или контекст. Използването на думи 
от текстовия корпус решава този проблем, 
защото се съставя списък с думи, изразява-
щи чувство, като се търсят други думи в 
текстовия корпус със специфичен контекст. 
Хибридните подходи са най-прилагани в на-
учните разработки, като съчетават ма-
шинното обучение с учител и без учител и 
използването на лексикони/речници за класи-
фикацията на текста. Най-често се прила-
гат в анализа на мнението на ниво аспект.

Анализът на мнението на потребители-
те е специфична задача от извличането на 
знания от текст, в която се използват тех-
ники и методи за извличане на закономернос-
ти от данни и обработване на естествения 
език. Затова повечето средства за анализ 
на текст и данни предоставят възможнос-
ти и за анализ на мнение на потребителите. 
Те се делят основно на комерсиални и без-
платни или с безплатна версия. Повечето 
комерсиални продукти са целево предназ-
начени за анализ на текстово съдържание 
(като Attensity, NetOwl, Lexalytics Text Analytics 
и др.) и предлагат различни методи за об-
работка на текстово съдържание и анализ 
на мнения или са част от серия аналитични 
продукти (като IBM Text Analytics, SAS Text 
Analytics и др.). Някои от продуктите пре-
доставят функционалности в облак (като 
AlchemiAPI, MeaningCloud, DiscoverText). Сред 
софтуерите с отворен код са GATE: General 
Architecture for Text Engineering, Text Mining 
Infrastructure in R, NLTK: Natural Language 
Toolkit, RapidMiner, WEKA, OpenNLP, KNIME 
Text Processing, STANFORD CORENLP. 

5. Методология за извличане  
на знания от неструктурирана 
информация чрез анализ  
на мнението на потребители

В изследването се предлага методоло-
гия за извличане на знания от неструктури-
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рана информация чрез анализ на мнението 
на потребители, съчетавайки съществу-
ващи методи и техники в текстообра-
ботката и класификацията на мнения. Тя 
обхваща процеси, методи и средства за 
извличане на данни и текстово съдържа-
ние от интернет (съдържащо мнение на 
потребители), подготвяне на текстовото 
съдържание чрез обработване и структу-
риране, изграждане на модел за предсказ-
ване на мнението чрез машинно обучение 
с учител, оценяване на представянето на 
модела, прилагане на модела за нови данни 
и визуализация на извлечените данни от ин-
тернет и предсказаните резултати чрез 
средствата на Бизнес интелигентността. 

Фигура 4. Методология за извличане на знания от неструктурирана информация  
чрез анализ на мнението на потребителите

Основната задача на изследването е да 
се провери какви знания могат да се извле-
кат от мнението на потребителите и как 

тези знания могат да подпомогнат решава-
нето на бизнес проблеми в организацията.

Методологията за извличане на знания 
от неструктурирана информация чрез ана-
лиз на мнението на потребители е предста-
вена на фигура 4 и обхваща четири етапа:
(1) Подготовка на данните;
(2) Обработване на текстовите данни;
(3) Анализ на мнението на потребителите 

– разработване и прилагане на модела 
за предсказване;

(4) Визуализация.
Подготовката на данните обхваща из-

вличането на данните от източници и из-
вличане на текстовото съдържание, необ-
ходимо за изграждане на модела и за пред-

сказване на мнението. Данните се извличат 
от интернет сайтове чрез използване на 
import.oi и се съхраняват в excel формат. 
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Това е уеб-базирана платформа за извлича-
не на данни от интернет без кодиране чрез 
създаване на модел, на основата на който 
се извлича необходимата информация от 
посочени страници. Данните се съхраняват 
в облак и могат да бъдат изтеглени като 
CSV, Excel, Google таблици или JSON или спо-
делени. След това данните се изчистват 
от грешки, повторения, преобразуват се за 
целите на следващия етап и се съхраняват.

При предварителното обработване 
на текстовото съдържание текстът се 
структурира чрез последователно прило-
жение на няколко техники. Първо, чрез алго-
ритмите на трансформация, главните бук-
ви се превръщат в малки. Разделянето на 
текста на графични думи и пунктуационни 
знаци е задължителна стъпка в процеса на 
обработката и представя текста като 
последователност от думи, в резултат на 
което се създава списък с думи. С цел да се 
постигнат по-добри резултати при класи-
фикацията, се премахват думи без особено 
значение, филтрират се думи с определена 
дължина и се съкращават думи до корен. 
Извличането на думите, наречени още ат-
рибути, които се използват в машинното 
обучение, се извършва чрез изчисляването 
на тяхната честота. С изследователска 
цел ще се тестват следните техники: 
двоичното представяне на атрибутите 
в документите, колко пъти една дума се 
среща в даден документ и TF–IDF прете-
гляне. В процеса на трансформация се ге-
нерира Матрица на извлечените думи от 
текста (Term Document Matrix, TDM). Това 
е математическа матрица, която описва 
честотата на думите, които се намират 
в корпуса от документи. Тази матрица се 
разпознава от всеки алгоритъм на машинно 
обучение. В нея редовете съответстват 
на документите, а колоните са думите от 
речника на корпуса, а стойностите в клет-
ките отговарят на калкулираната често-
та на съответната дума. Списъкът с ат-
рибутите, матрица на извлечените думи 

от текста и обучителното множество от 
текстови данни се съхранява и участва в 
разработването на модела за предсказване 
на мнението на потребителите.

Третият етап обхваща процес на ана-
лиз на мнението на потребителите на ниво 
документ, като задачата е да се определи 
дали целият текст е положителен или от-
рицателен. Това е бинарна класификация, 
при която се прилага алгоритъм на машинно 
обучение с учител, като се изгражда модел 
за предсказване на мнението на потреби-
тели чрез обучение на данните, тестване 
на модела за класификация и оценка на не-
говото представяне. 

Обучителният процес обхваща две 
фази: обучение и тестване, при които се 
използват две множества от данни – обу-
чаващо множество и тестово множество. 
За оценката на представянето на модела 
се използва крос проверка, която се повта-
ря 10 пъти (10-fold Validation). Данните се 
разделят на 10 части/извадки с еднакъв 
брой примери. От десетте извадки, една 
се използва само в тестовата фаза и не 
участва в обучението. Останалите девет 
се използват в обучението като обучител-
но множество. Процесът на валидация се 
повтаря 10 пъти, като всеки път в тесто-
вия процес участва различна извадка от ця-
лото множество данни. Методът на фор-
миране на извадката е стратифициран с 
цел изграждане на случайни подмножества, 
за да гарантира, че разпределението по 
клас в подмножествата е същото, както 
в цялото множество. Изследвания в облас-
тта на оценката на моделите са показали, 
че най-добра оценка на грешката се получа-
ва, когато валидацията се повтори десет 
пъти. Стратифицираното крос валидира-
не, повторено 10 пъти, се е превърнало в 
стандартна техника за оценка на модели 
при малки обеми от данни.

В процеса на класификация се извършва 
разделяне на множеството текстови обек-
ти на два класа – положителен и отрицате-
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лен, като за метод на класификация се из-
ползва дървото на решенията. Дървото на 
решенията (ДР) е структура, която включ-
ва корен, клони и листа. Всеки вътрешен въ-
зел обозначава тестване на атрибут, все-
ки клон е резултат от теста и всяко листо 
притежава етикет, обозначаващ клас. Най-
горният възел в дървото е коренът. Най-
важно при изграждането на дървото е из-
борът на атрибут, по който да стане раз-
деляне на множеството. За построяването 
на дърво на всеки вътрешен възел е необхо-
димо да се намери такова условие, което би 
разделило множеството, асоциирано с този 
възел на подмножества. За такава провер-
ка се избира един от атрибутите. Общото 
правило за избор на атрибут е избраният 
атрибут да разделя множеството така, че 
получените подмножества да се състоят 
от обекти, принадлежащи към един клас или 
количеството обекти от други класове да 
са максимално малко. Критерии за избор на 
атрибут, който да разделя множеството 
на подмножества е ентропията, Information 
Gain, Gain Ratio. 

Ентропията е понятие от информацион-
ната теория и мярка, характеризираща ко-
личеството информация. При множество S, 
съдържащо позитивни и негативни приме-
ри, Ентропията на S е:

H (S) = -p+log
2
p+ - p

–
log

2
p

–
 (1)

p+ – пропорцията на позитивните при-
мери в S

p
–
 – пропорцията на негативните при-

мери в S
Ентропията е 0, когато всички членове 

на S принадлежат към един клас. Ако всички 
са позитивни (p+ = 1), ентропията е 0 (-1.
log

2
1 - 0

–
log

2
0 = -1.0 – 0.0 = 0). Ентропията 

е 1, когато S съдържа равен брой примери, 
които принадлежат към двата класа. Ен-
тропията е между 0 и 1, когато S съдържа 
неравен брой примери, принадлежащи към 
двата класа. 

Information gain (IG) се измерва чрез очак-
ваното намаляване на ентропията, причи-

нено от разделянето на примерите според 
определен атрибут и се изчислява по след-
ната формула:

 (2)

където:
Gain (S, A) – очакваното намаляване на 

ентропията, причинено от това, че стой-
ността на атрибут А е известна.

S е цялото множество от примери, оп-
исано чрез атрибути, един от които е ат-
рибут А.

S
v
 e подмножество на S, за кое-

то атрибут А заема стойност v  
( )

Values(A) са всички възможни стойно-
сти на атрибут А.

 e отношението между броя на приме-
рите в подмножеството S

v
, за което атри-

бут А заема стойност v и общия брой на 
примерите в множеството S.

H(S) е ентропията на множеството S, 
която се изчислява по формула (1).

H(S
v
) е ентропията на подмножеството 

S
v
, за което атрибут А заема стойност v. 

Изчислява се чрез формула (1) за подмноже-
ство S

v
.

Най-добрият атрибут за разделяне е 
този с най-висок Gain.

Gain ratio (GR) е модификация на IG, при 
която се вземат предвид броят и размерът 
на клоните на дървото чрез разделяне (4) 
на IG на стойността на потенциалната 
информация (3), генерирана от разделянето 
на обучаващото множество S на подмно-
жества S

v
, използвайки атрибут A (Intrinsic 

Information, IntI): 
 

(3)

 (4)
Алгоритъмът на ДР разраства дървото 

толкова дълбоко, колкото е нужно, за да се 
класифицират примерите от обучаващо-
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то множество перфектно. Това всъщност 
може да доведе до преспециализация на дър-
вото (overfitting), или пълно съответствие 
на модела с обучаващите данни (Кабакчи-
ева, 2012), когато в данните съществуват 
шумове или когато броят на обучаващите 
примери е твърде малък, за да произве-
де представителна извадка на целевата 
променлива. Преодоляването на преспе-
циализацията на дървото се постига чрез 
спиране на разрастването на дървото или 
спиране на обучението (Tree Pruning). Под-
рязаните дървета са по-малки и по-малко 
сложни. Подходите при подрязването на 
дървото са два: предварително подрязва-
не (Pre-pruning) и последващо подрязване 
(Post-pruning). При първия подход дървото 
се подрязва предварително, като се спира 
неговото разрастване чрез използването 
на правила за спиране (например прагови 
стойности за брой листа, брой стъпки в 
процеса на разделяне, степен на чистота 

на възлите и др.). При втория подход дър-
вото се подрязва след като е изградено 
напълно, като се премахват поддървета, 
съгласно избрани критерии. 

Оценката на точността на модела се 
прави чрез използването на крос проверка. 
При крос проверката точността на кла-
сификацията на тестовото множество 
се сравнява с точността на класификация 
на обучаващото множество. В резултат 
на крос проверката се генерира матрица, 
представена на фигура 5.

В матрицата True Posititve (TP) са пра-
вилно класифицирани позитивни примери, а 
True Negative (TN) са правилно класифицира-
ни негативни примери. False Positive (FP) са 
негативните коментари, неправилно пред-
сказани като позитивни, а False Negative 
(FN) са позитивните коментари, неправил-
но предсказани като негативни. Изчислява-
нето на стойностите на показателите за 
оценка са представени на фигура 6.

Class = pos  
true pos

Class = neg  
true neg

Предсказан клас Class = pos 
predicted pos

TP FP

Class = neg 
predicted neg

FN TN

Фигура 5. Матрица при крос проверка

Стойност Калкулации

Correct predictions TP + TN

Incorrect predictions FP + FN

Total scored cases TP + FP + TN + FN

Error rate (FP + FN)/(TP + FP + TN + FN)

Accuracy rate (TP + TN)/(TP + FP + TN + FN)

Precision rate TP/(TP + FP)

Recall rate TP/(TP + FN)

Pos Class Recall TP/(TP + FN)

Neg Class Recall TN/(TN + FP)

Pos Class Precision TP/(TP + FP)

Neg Class Precision TN/(TN + FN)

Фигура 6. Изчисляване на показателите за оценка
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При крос проверката се изчисляват 
точност (Accuracy), прецизност (Precision), 
(Recall). Точността (Accuracy) е процентът 
на правилно класифицираните примери от 
множеството. Прецизността (Precision) е 
процентът на правилно класифицираните 
примери от съответния клас – позитивен 
и негативен. Recall показва от всички по-
зитивни коментари колко са правилно кла-
сифицираните примери като позитивни и 
колко са реално позитивните коментари, 
неправилно предсказани като негативни.

Целта при изграждането на модела за 
предсказване на мнението на потребите-
лите в интернет е използваният алгори-
тъм за класификация на коментарите да 
постигне точност на класификацията над 
70%, като се експериментира с параме-
трите на основния модел с цел постигане 
на по-добра класификация на негативните 
коментари, като се запазва точността на 
класификация на позитивните коментари.

Изграденият модел за предсказване на 
мнението на потребителите се прилага за 
нови данни с цел предсказването им като 
позитивни и негативни. Новите данни се 
извличат от интернет и преминават през 
процес на обработка с цел структуриране 
на текстовото съдържание. 

RapidMiner Studio се използва за реализа-
цията на модела и експериментирането с 
цел постигане на по-добри резултати, тъй 
като този софтуерен продукт е безплатен 
и предоставя възможности за прилагане 
на методи за обучение с учител, методи 
за валидиране на резултатите и чрез Text 
Processing Extension могат да се използват 
необходимите техники и методи за обра-
ботка на текст.

В последния етап на Визуализация се 
използват Бизнес интелигентни средства 
за представяне на извлечените данни от 
интернет и резултатите от анализите на 
крайните бизнес потребители. Основната 
цел при визуализацията е информацията да 
подпомогне потребителите при решава-

не на бизнес проблеми и организациите в 
процеса на проследяване на развитието и 
оценяване на ефективността на предоста-
вените услуги и за коригиране на техните 
стратегии и планове. Преди да се проекти-
ра визуализацията, е необходимо данните 
да бъдат стандартизирани и съхранени. 
Чрез Бизнес интелигентните средства се 
проектират и реализират необходимите 
справки и интерактивни бизнес табла. Qlik 
Sense Desktop се използва за проектиране-
то и реализирането на Бизнес интелигент-
но приложение, представящо извлечените 
данни от сайтовете за коментари и резул-
татите от анализа на мнението на потре-
бителите в интернет.

6. Заключение

Предложената методология се използ-
ва за прилагане на анализа на мнението 
на потребителите с цел извличане на ново 
знание от коментарите на потребителите 
на стоки и услуги в полза на бизнеса и за 
решаване на бизнес проблеми в организаци-
ите. Експериментално методологията се 
реализира в областта на предоставянето 
на хотелски услуги, като текстовите дан-
ни са коментарите, публикувани от потре-
бителите (гости) на хотели в интернет. 
Източници, от които се извличат данни-
те, необходими за изграждане и прилагане 
на модела за предсказване на мнението на 
потребителите и за изграждане на Биз-
нес интелигентно приложение, са едни от 
най-големите сайтове за предоставяне на 
хотелски услуги – Booking.com, TripAdvisor.
com и Hotel.com. Като част от научната 
работа се разработва модел за класифи-
циране и предсказване на коментарите на 
потребителите в интернет, използващ 
дървото на решенията. Моделът ще се из-
следва експериментално, като се променят 
параметрите на алгоритъма на класифика-
ция с цел постигане на точност над 70%. 
Моделът ще се приложи по отношение на 
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нови неизвестни данни с цел предсказване 
на мнението на потребителите на хотел-
ски услуги. Резултатите от анализа ще се 
използват в процеса на проектиране и раз-
работване на Бизнес интелигентно прило-
жение с цел ясна и полезна визуализация на 
информацията от коментарите и извлича-
не на ново знание за бизнес потребители-
те, което би подпомогнало решаването на 
бизнес проблеми в организацията.
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